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Abstrak 

Penyakit paru-paru, seperti pneumonia dan kanker paru-paru, menjadi masalah kesehatan global 

dengan tingkat kematian tinggi, terutama dipengaruhi oleh polusi udara, infeksi, dan kebiasaan 

merokok. Pencegahan dan deteksi dini sangat penting dalam mengurangi dampaknya. Algoritma 

yang digunakan dalam penelitian ini meliputi Random Forest, XGBoost, dan Logistic Regression. 

Tujuannya yaitu untuk membandingkan performa tiga algoritma machine learning dalam 

mengklasifikasikan penyakit paru-paru menggunakan metrik evaluasi seperti, akurasi, presisi, 

recall, dan F1-score.  Setelah hyperparameter tuning, XGBoost menunjukkan hasil terbaik dengan 

akurasi 94,44%, presisi 94,98%, recall 94,44%, dan F1-score 94,41%, menunjukkan 

keseimbangan optimal antara presisi dan recall. Random Forest juga memberikan hasil yang 

sebanding dengan XGBoost dengan akurasi dan presisi yang tinggi. Sementara itu, Logistic 

Regression menunjukkan keterbatasan dalam menangani data yang kompleks, dengan performa 

yang lebih rendah pada seluruh metrik evaluasi. Penelitian ini menunjukkan bahwa algoritma 

berbasis pohon keputusan seperti XGBoost dan Random Forest lebih unggul untuk klasifikasi 

penyakit paru-paru, menjadikannya metode yang lebih andal untuk mendukung deteksi dini 

penyakit ini. 

Kata kunci: Hyperparameter Tuning, Logistic Regression, Penyakit Paru-paru, Random Forest, 

XGBoost. 

 

Abstract 

Lung diseases, such as pneumonia and lung cancer, are global health issues with high mortality 

rates, primarily influenced by air pollution, infections, and smoking habits. Prevention and early 

detection are essential in reducing the impact of these diseases. This study utilizes three machine 

learning algorithms, Random Forest, XGBoost, and Logistic Regression, with the aim of 

comparing their performance in classifying lung diseases using evaluation metrics such as 

accuracy, precision, recall, and F1-score. After hyperparameter tuning, XGBoost achieved the 

best results with an accuracy of 94.44%, precision of 94.98%, recall of 94.44%, and an F1-score 

of 94.41%, reflecting an optimal balance between precision and recall. Random Forest also 

showed results comparable to XGBoost, with high accuracy and precision. In contrast, Logistic 

Regression displayed limitations in handling complex data, with lower performance across all 

evaluation metrics. This study demonstrates that decision-tree-based algorithms like XGBoost 

and Random Forest are superior for lung disease classification, making them more reliable 

methods to support early disease detection. 

Keywords: Hyperparameter Tuning, Logistic Regression, Lung Diseases, Random Forest, 

XGBoost. 
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1. PENDAHULUAN 

Beberapa penyakit mematikan bisa terjadi pada paru-paru, salah satunya Pneumonia. 

Penyakit paru-paru, seperti pneumonia dan kanker paru-paru, merupakan masalah kesehatan 

serius yang dapat berujung pada kematian[1]. Kondisi ini sering disebabkan oleh paparan debu, 

asap, virus, atau bakteri yang menginfeksi saluran pernapasan. Kelompok usia yang rentan 

terinfeksi pun sangat beragam, mulai dari bayi hingga orang dewasa. Penyakit paru-paru sulit 

untuk disembuhkan dan berpotensi fatal, terutama di Indonesia, di mana kebiasaan merokok 

masih tinggi, bahkan di kalangan Masyarakat dengan berpenghasilan rendah, yang semakin 

memperburuk kesehatan paru-paru masyarakat[2]. Penyakit paru-paru, seperti kanker paru-paru 

dan pneumonia, menjadi masalah kesehatan global dengan angka kematian yang tinggi[3]. 

Deteksi dini dan upaya pencegahan sangat penting untuk menurunkan angka kematian. Saat ini, 

teknologi machine learning semakin banyak dimanfaatkan untuk mendukung diagnosis melalui 

analisis data dan citra medis, seperti X-ray dan CT scan[4], [5]. Algoritma seperti Random Forest, 

XGBoost, dan Logistic Regression telah terbukti efektif dalam mengklasifikasikan penyakit. 

Algoritma Random Forest menggunakan sejumlah pohon keputusan untuk meningkatkan 

ketepatan dan stabilitas prediksi[1]. Sebagai teknik klasifikasi yang handal, Random Forest 

mampu menangani banyak variabel input tanpa mudah mengalami overfitting. Kelebihan terletak 

pada kemampuannya mengurangi korelasi antar pohon keputusan, yang menghasilkan prediksi 

lebih konsisten. Fleksibilitasnya memungkinkan algoritma ini digunakan dalam berbagai tugas, 

baik klasifikasi maupun regresi, serta dalam mengidentifikasi fitur-fitur penting dalam dataset 

pelatihan[6]. 

XGBoost, sebagai pengembangan dari Gradient Boosting, unggul dalam menangani data 

kompleks dan mengatasi masalah overfitting dengan regularisasi yang lebih baik[2]. Perbedaan 

antara Gradient Boosting dan XGBoost terletak pada proses penambahan “weak learner”. Pada 

XGBoost, proses tersebut dilakukan secara multi-threaded, berbeda dengan Gradient Boosting 

yang dilakukan secara berurutan. Dalam situasi ini, penggunaan inti CPU dioptimalkan untuk 

meningkatkan kecepatan dan kinerja algoritma[7]. 

Sebagai alternatif yang lebih sederhana untuk klasifikasi biner, Regresi Logistik tetap 

menjadi pilihan utama. Algoritma ini dirancang untuk variabel respons biner dan dapat menerima 

prediktor berupa data kontinu, kategori, atau gabungan keduanya. Analisis ini tidak bergantung 

pada asumsi normalitas multivariat atau kesamaan matriks varian-kovarian, sehingga dapat 

diterapkan pada berbagai jenis skala data[8]. Regresi Logistik masih relevan dalam klasifikasi 

biner karena mampu memberikan interpretasi yang mudah dan efisien pada dataset dengan fitur 

linier[5].  

Sejumlah penelitian terkait sebelumnya yang menjadi acuan dalam penelitian ini. 

Penelitian pertama tentang Klasifikasi Penyakit Paru-Paru Berdasarkan Peningkatan Kualitas 

Kontras dan EfficientNet Menggunakan Gambar X-Ray yang membahas masalah penting dalam 

mendiagnosis penyakit paru-paru, seperti tingginya angka kematian akibat keterlambatan deteksi, 

terbatasnya akses ke ahli radiologi yang berpengalaman, serta seringnya terjadi kesalahan 

diagnosis yang disebabkan oleh kualitas gambar medis yang kurang baik. Untuk mengatasi 

masalah kualitas gambar medis yang sering menjadi penyebab kesalahan diagnosis, teknik pra-

pemrosesan seperti augmentasi, white balance, dan peningkatan kontras digunakan bersamaan 

dengan model EfficientNet untuk melakukan klasifikasi. Penelitian ini berfokus pada peningkatan 

akurasi dalam klasifikasi penyakit paru-paru, khususnya COVID-19, dengan memanfaatkan 

teknik peningkatan kontras CLAHE dan model pembelajaran mendalam EfficientNet. Hasil 

penelitian menunjukkan bahwa pendekatan ini memiliki potensi klinis yang signifikan, dengan 

F1-Score sebesar 0,97, recall 0,98, presisi 0,96, dan akurasi 0,97, yang menegaskan keefektifan 

model dalam klasifikasi multi-kelas[9]. 

Penelitian berikutnya tentang Klasifikasi Prediksi Penyakit Paru-Paru Normal dengan 

Pneumonia berdasarkan Citra Image X-ray dengan Optimasi Adam Convolutional Neural 

Network (CNN) yang membahas tentang beberapa tantangan besar dalam menentukan pneumonia 

dari gambar sinar-X paru-paru yang normal. Salah satunya adalah pentingnya diagnosis yang 

cepat untuk meningkatkan kesembuhan pasien. Studi ini bertujuan untuk mengembangkan model 
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berbasis Convolutional Neural Networks (CNN) yang jelas membedakan antara paru-paru normal 

dan paru-paru yang terkena pneumonia. Dalam penelitian ini menggunakan algoritma CNN yang 

dioptimalkan menggunakan algoritma Adam dan dilatih dengan 624 gambar X-ray (234 normal, 

390 pneumonia). Hasil penelitian menunjukkan bahwa sistem ini memiliki akurasi klasifikasi 

sebesar 92,15%, yang berarti bahwa pendekatan ini bisa meningkatkan diagnosis medis pada 

pasien ke depan secara signifikan[10]. 

Penelitian yang terakhir tentang Detection and classification of lung diseases for 

pneumonia and Covid-19 using machine and deep learning techniques yang membahas tantangan-

tantangan kritis untuk membedakan antara Covid-19 dan pneumonia pada gambar sinar-X dada, 

yang diperumit oleh penurunan kualitas gambar dan variabilitas dalam fitur yang diekstraksi. 

Tujuannya adalah untuk mengembangkan kerangka prognosa penyakit paru-paru yang akurat, 

dengan memberikan perhatian khusus kepada cara peningkatan akurasi pen-andikan dengan 

penghantaran sinyal kolomini secara lembut dan teknik normalisasi yang bubar. Beragam 

algoritma seperti SVM, ANN, KNN, dan pengklasifikasi ensemble telah diterapkan, dengan 

model F-RNN-LSTM yang berhasil mencapai akurasi 95%. Model ini secara signifikan lebih 

unggul dalam presisi, recall, dan F1-Score dibandingkan metode yang sudah ada, sambil juga 

mengurangi upaya komputasi sebesar 50%. Penelitian ini menekankan pentingnya teknik 

normalisasi yang kuat dalam meningkatkan kinerja klasifikasi dibandingkan dengan fitur mentah 

dan metode normalisasi lainnya[11]. 

Berdasarkan permasalahan di atas, penelitian ini bertujuan untuk membandingkan kinerja 

ketiga algoritma dalam mengklasifikasikan penyakit paru-paru dengan menggunakan metriks 

evaluasi seperti, akurasi, presisi, recall, dan F1-score. Dengan menggunakan dataset yang besar, 

diharapkan penelitian ini dapat memberikan analisis mendalam dan menentukan metode terbaik 

untuk deteksi dini penyakit paru-paru[1], [2]. 

 

2. METODE PENELITIAN 

 

Beberapa tahapan penelitian mulai dari Dataset yang digunakan, Data Preprocessing, 

Modeling, Hyperparameter Tuning, dan yang terakhir Evaluasi yang bisa dilihat pada gambar 1. 

 
Gambar 1 Flowchart Metode Penelitian 

2.1 Pengumpulan data 

Data yang digunakan pada penelitian ini adalah Dataset Predic Terkena Penyakit Paru-

paru yang diambil dari web Kaggle dengan tautan berikut: 

https://www.kaggle.com/datasets/andot03bsrc/dataset-predic-terkena-penyakit-paruparu.  

2.2 Data Preprocessing 

Data Preprocessing adalah langkah penting dalam menyiapkan data untuk analisis yang 

valid, terutama dalam memprediksi penyakit paru-paru pada dataset yang besar. Tahapan ini 

meliputi pembersihan data untuk menghilangkan informasi yang tidak relevan, penanganan data 

yang hilang, transformasi data ke dalam format yang sesuai untuk pemrosesan, serta pembagian 

data guna evaluasi yang akurat. Teknik seperti imputasi untuk nilai yang hilang dan deteksi outlier 
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meningkatkan kualitas dataset, membantu mengurangi overfitting dan mengoptimalkan kinerja 

model seperti Random Forest, XGBoost, dan Logistic Regression dalam klasifikasi penyakit[2], 

[12].  

2.3 Modeling 

Dalam penelitian ini, dibandingkan kinerja algoritma Random Forest, XGBoost, dan 

Logistic Regression untuk memprediksi penyakit paru-paru. Prediksi ini didasarkan pada dataset 

yang mencakup faktor-faktor utama, seperti usia, jenis kelamin, bekerja, kebiasaan merokok, 

rumah tangga, aktivitas begadang, aktivitas olahraga, asuransi, penyakit bawaan[13]. 

(Revisi) – Berikut ada dua skenario evaluasi yang digunakan untuk membandingkan 

performa algoritma: 

1. Evaluasi tanpa Hyperparameter Tuning 

Pada skenario ini, ketiga algoritma diimplementasikan menggunakan pengaturan 

default tanpa melakukan tuning hyperparameter. Kinerja yang dihasilkan diukur menggunakan 

metrik evaluasi seperti akurasi, presisi, recall, dan F1-score untuk memberikan baseline kinerja 

awal. 

2. Evaluasi menggunakan Hyperparameter Tuning 

Dalam skenario ini, hyperparameter tuning diterapkan pada setiap algoritma untuk 

meningkatkan kinerjanya. Metode Grid Search digunakan untuk pencarian kombinasi 

hyperparameter terbaik. Pada Random Forest, Hyperparameter yang dioptimalkan meliputi 

n_estimators, max_depth, min_samples_split, dan min_samples_leaf. Pada XGBoost, Parameter 

yang digunakan mencakup learning_rate, n_estimators, max_depth, subsample, dan 

colsample_bytree. Pada Logistic Regression, Hyperparameter seperti penalty, C, solver, dan 

max_iter diatur untuk memaksimalkan kinerja model. – (Revisi) 

2.3.1 Random Forest 

Random Forest adalah algoritma ensemble learning yang menggabungkan sejumlah 

decision tree untuk keperluan klasifikasi atau regresi, dengan tujuan meningkatkan akurasi dan 

mengurangi risiko overfitting[14]. Setiap pohon dalam model ini dibangun dari subset data dan 

atribut yang dipilih secara acak, sedangkan hasil akhir ditentukan melalui voting atau rata-rata 

dari semua pohon[15]. Algoritma ini dikenal memiliki akurasi tinggi, terutama pada data yang 

kompleks, dan sering kali lebih unggul dibandingkan Logistic Regression dalam studi medis[16]. 

Random Forest menggunakan metrik seperti entropy dan information gain untuk pemisahan yang 

optimal, sehingga mampu mengidentifikasi pola prediktif dengan tingkat presisi yang tinggi[15]. 

Dibawah ini adalah rumus untuk menentukan pohon keputusan: 

Menghitung nilai entropy seperti yang tertera pada persamaan 1. 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦(𝑆) =  ∑ −𝑛
𝑖=1  𝑝𝑖 ∗ 𝑙𝑜𝑔2𝑝𝑖                                                        (1) 

Keterangan: 

𝑆 = Kumpulan dataset 

𝑛 = Jumlah kelas yang ada 

𝑝𝑖 = Probabilitas dari setiap kelas ke-i pada output 𝑆 

Menghitung nilai information gain seperti yang tertera pada persamaan 2. 

𝐼𝑛𝑓𝑜𝑟𝑚𝑎𝑡𝑖𝑜𝑛 𝐺𝑎𝑖𝑛(𝐴) = 𝐸𝑛𝑡𝑟𝑜𝑝𝑦(𝑆) = ∑
𝑆𝑖

𝑆
𝑛
𝑖=1 𝑥 𝐸𝑛𝑡𝑟𝑜𝑝𝑦(𝑆𝑖)         (2) 

Keterangan: 

𝐴 = Atribut 

𝑆 = Kumpulan data 

|𝑆𝑖| = Jumlah sampel untuk nilai ke-i 

|𝑆| = Jumlah data yang besar 

2.3.2 XGBoost 

XGBoost, atau eXtreme Gradient Boosting, adalah pengembangan dari Gradient 

Boosting, dirancang untuk meningkatkan akurasi dan efisiensi dalam tugas klasifikasi dan 

regresi[17]. Dikembangkan oleh Tianqi Chen pada tahun 2014, algoritma ini mengurangi 

overfitting melalui fungsi regulasi yang efektif dan belajar secara bertahap untuk mengurangi 
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kesalahan[18]. XGBoost unggul dalam menangani variabel kategorikal dan kelas yang tidak 

seimbang, sehingga populer dalam bidang keuangan dan analisis risiko kesehatan berkat 

efisiensinya yang tinggi serta kemampuannya dalam penyesuaian parameter untuk kinerja yang 

optimal[19]. 

Berikut ini merupakan persamaan dari algoritma XGBoost[20]: 

𝐿(𝑡) =  ∑ 𝑙 (𝑦𝑖,�̂�𝑖
(𝑡−1)

+  𝑓𝑡(𝑥𝑖)) +  𝛺(𝑓𝑡)𝑛
𝑖=1                                             (3) 

Keterangan: 

𝐿(𝑡) = Fungsi loss 

𝑛 = Jumlah iterasi nilai dari model 

𝑦𝑖 = Nilai target aktual 

�̂�𝑖
(𝑡−1)

 = Prediksi kumulatif model hingga iterasi ke-t – 1 

𝑓𝑡(𝑥𝑖) = Fungsi tambahan pada iterasi ke-t 

𝛺(𝑓𝑡) = Fungsi regularisasi yang mengukur kompleksitas model 

2.3.3 Logistic Regression 

Logistic Regression merupakan algoritma yang banyak digunakan dalam tugas 

klasifikasi biner, memprediksi probabilitas suatu kejadian dengan menggunakan fungsi sigmoid 

yang menghasilkan nilai antara 0 dan 1, ideal untuk klasifikasi “positif” dan “negatif”[21]. 

Algoritma ini cukup fleksibel untuk menangani variabel independen baik kontinu maupun diskrit, 

serta memungkinkan interpretasi langsung mengenai pengaruh variabel-variabel tersebut pada 

variabel dependen[22]. Dalam konteks prediksi penyakit, Logistic Regression populer karena 

ketepatan dan kecepatan prosesnya, meskipun rentan mengalami underfitting jika distribusi kelas 

pada data tidak seimbang[23]. 

Persamaan dalam regresi logistik berfungsi untuk memodelkan probabilitas dari hasil 

biner (1 atau 2). Berdasarkan data yang tersedia, model ini menerapkan fungsi logistik guna 

memprediksi kemungkinan terjadinya suatu hasil. Fungsi logistik tersebut dirumuskan 

sebagai[24]: 

𝑃(𝑌 = 1) =  
1

1+𝑒−(𝑏0−𝑏1𝑥1+𝑏2𝑥2+⋯+𝑏𝑝𝑥𝑝
                                                  (4) 

Keterangan: 

𝑃 = Probabilitas 

𝑥1, 𝑥2,..., 𝑥𝑝 = Nilai prediktor 

𝑏0, 𝑏1,..., 𝑏𝑝= Intersepsi model 

2.4 Hyperparameter Tuning 

Hyperparameter tuning adalah proses menemukan kombinasi parameter yang optimal 

untuk meningkatkan kinerja model machine learning. Karena tidak dapat dipelajari langsung dari 

data, hyperparameter harus ditentukan sebelum pelatihan, baik secara manual maupun otomatis 

melalui metode seperti Grid Search, Random Search, atau Bayesian Optimization yang lebih 

efisien[25]. Hyperparameter bervariasi menurut algoritma yang digunakan. Pada XGBoost, 

hyperparameter seperti learning_rate, n_estimators, max_depth, subsample, dan 

colsample_bytree penting untuk pengaturan kecepatan pembelajaran dan pemilihan fitur. Dalam 

Random Forest, n_estimators, max_depth, min_samples_split, min_samples_leaf, dan bootstrap 

mengontrol jumlah dan kedalaman pohon, serta penggunaan data bootstrap. Pada Logistic 

Regression, hyperparameter seperti penalty, C, solver, dan max_iter mengatur regularisasi dan 

optimasi. Tuning optimal dari hyperparameter ini dapat secara signifikan meningkatkan performa 

model[26]. Pemilihan hyperparameter yang tepat dapat membantu model mencapai generalisasi 

yang baik dan meningkatkan akurasi pada data baru. 
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2.5 Evaluasi 

Penelitian ini mengevaluasi model menggunakan metrik seperti akurasi, presisi, recall, 

dan F1 score. Metrik-metrik ini digunakan untuk membandingkan kinerja algoritma Random 

Forest, XGBoost, dan Logistic Regression bekerja ketika memprediksi penyakit paru-paru[27]. 

2.5.1 Akurasi 

Akurasi digunakan untuk menilai kinerja suatu metode klasifikasi berdasarkan 

ketepatan hasil klasifikasinya. Semakin tinggi nilai akurasi yang diperoleh, maka metode tersebut 

dinilai semakin efektif. Cara menghitung akurasi dapat dilihat pada rumus berikut ini[28]: 

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =  
𝑇𝑃+𝑇𝑁

𝑇𝑃+𝑇𝑁+𝐹𝑃+𝐹𝑁
                                      (5) 

2.5.2 Presisi 

Presisi mencakup tingkat sensitivitas atau akurasi sistem dalam menilai informasi yang 

diberikan, sehingga dapat mengidentifikasi data positif atau negatif secara tepat. Berikut rumus 

untuk menghitung presisi[2]: 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =  
𝑇𝑃

𝑇𝑃+𝐹𝑃
                                                  (6) 

2.5.3 Recall 

Recall merupakan proporsi data positif yang terdeteksi secara akurat dibandingkan 

dengan seluruh data positif, baik yang benar maupun yang keliru dikategorikan sebagai negatif. 

Nilai recall dapat dihitung menggunakan persamaan sebagai berikut[28]: 

𝑅𝑒𝑐𝑎𝑙𝑙 =  
𝑇𝑃

𝑇𝑃+𝐹𝑁
                                                       (7) 

2.5.4 F1-Score 

F1-Score adalah metrik evaluasi yang digunakan untuk mengukur kinerja model 

klasifikasi, khususnya saat data memiliki distribusi kelas yang tidak seimbang. Persamaan F1-

Score bisa dilihat sebagai berikut[14]: 

𝐹1 − 𝑆𝑐𝑜𝑟𝑒 = 2𝑥
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 𝑥 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛+𝑅𝑒𝑐𝑎𝑙𝑙
                            (8) 

 

3 HASIL DAN PEMBAHASAN 

 

Hasil dan pembahasan dalam penelitian ini disajikan sesuai dengan tahapan-tahapan 

metode penelitian yang telah dilaksanakan. Pada bagian ini, akan dijelaskan secara rinci hasil 

analisis data dan evaluasi model prediktif yang digunakan pada dataset. 

3.1 Pengumpulan Data 

Dataset ini diambil dari Kaggle yang berjumlah 30.000 baris dan 11 kolom, yang 

memberikan informasi komprehensif tentang faktor-faktor yang berkontribusi pada risiko terkena 

penyakit paru-paru.  

 
Gambar 2 Pengumpulan data 
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3.2 Feature Engineering 

 
Gambar 3. Feature Engineering 

Gambar 3 menunjukkan hasil setelah proses feature engineering, data dikonversi 

menjadi format numerik untuk mempermudah analisis dan pemodelan. Fitur-fitur kategorikal 

seperti ‘Jenis_Kelamin’, ‘Merokok’, ‘Bekerja’, dan lainnya diubah menjadi nilai ‘0’ dan ‘1’ untuk 

menunjukkan keberadaan atau kondisi spesifik dari setiap atribut. Hal ini membantu 

meningkatkan kinerja algoritma machine learning karena model lebih mudah menangani data 

numerik, terutama model yang bergantung pada perhitungan matematis. Selain itu, variabel target 

‘Hasil’ juga dilabeli secara numerik untuk memudahkan klasifikasi. Dengan hasil transformasi 

ini, dataset menjadi siap untuk digunakan dalam model prediksi, menjaga informasi dari setiap 

fitur sambil mengurangi kompleksitas yang mungkin muncul dari variabel kategorikal, sehingga 

diharapkan dapat menghasilkan prediksi yang lebih akurat dan efisien. 

3.3 Correlation Matrix 

 
Gambar 4 Matriks Korelasi 
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Gambar 4 menampilkan matriks korelasi yang memvisualisasikan hubungan antar 

variabel dalam dataset, dengan nilai korelasi berkisar dari -1 hingga 1. Warna merah menunjukkan 

korelasi positif yang kuat, sedangkan biru menunjukkan korelasi negatif yang kuat. Korelasi 

positif berarti bahwa peningkatan pada satu variabel diikuti oleh peningkatan pada variabel 

lainnya, sedangkan korelasi negatif menunjukkan hubungan yang berlawanan. Sebagai contoh, 

variabel ‘Merokok’ memiliki korelasi positif tinggi dengan ‘Hasil’ (0,77), menunjukkan dampak 

signifikan merokok terhadap prediksi penyakit. Sementara itu, ‘Penyakit_Bawaan’ memiliki 

korelasi negatif dengan ‘Bekerja’ (-0,97). Matriks ini membantu mengidentifikasi fitur-fitur 

penting yang memengaruhi variabel target dan mengurangi risiko multikolinearitas yang dapat 

memengaruhi performa model. 

3.4 Evaluasi model 
 

3.4.1 Algoritma Random Forest 

 
Gambar 5 Evaluasi Model Random Forest 

Evaluasi model Random Forest pada gambar 5 menunjukkan performa yang cukup baik 

dalam melakukan klasifikasi, dengan akurasi sebesar 94,3%, presisi sebesar 100%, recall sebesar 

88,15%, dan F1 Score sebesar 93,70%. Confusion matrix mengungkapkan bahwa model berhasil 

mengklasifikasikan 3.130 sampel kelas “Tidak” dan 2.530 sampel kelas “Ya” secara tepat. Tidak 

ditemukan kesalahan prediksi di mana kelas “Tidak” diprediksi sebagai “Ya” (False Positive), 

namun terdapat 340 sampel dari kelas “Ya” yang salah diklasifikasikan sebagai “Tidak” (False 

Negative). Berdasarkan classification report, nilai precision untuk kelas 0 sebesar 0,90, sementara 

untuk kelas 1 mencapai 1,00. Recall pada kelas 0 mencapai 1,00, yang berarti seluruh sampel 

kelas 0 diklasifikasikan dengan benar, sedangkan recall untuk kelas 1 sebesar 0,88, menunjukkan 

adanya beberapa sampel kelas 1 yang tidak teridentifikasi dengan tepat. Nilai F1-score 
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keseluruhan untuk kedua kelas adalah 0,94, menunjukkan performa model yang baik, meskipun 

masih ada sedikit ruang untuk perbaikan, terutama pada recall kelas 1. 

3.4.2 Algoritma XGBoost 

 
Gambar 6 Evaluasi Model XGBoost 

Evaluasi model XGBoost pada Gambar 6 menunjukkan akurasi keseluruhan sebesar 

94,4%, dengan presisi mencapai 100%, recall 88,38%, dan F1-score 93,83%. Model ini berhasil 

mengklasifikasikan dengan benar 4.694 sampel pada kelas “Tidak” dan 3.806 sampel pada kelas 

“Ya”. Tidak ditemukan kesalahan False Positive, tetapi terdapat 500 sampel kelas “Ya” yang 

salah diklasifikasikan sebagai “Tidak” (False Negative). Precision untuk kelas “Tidak” tercatat di 

angka 0,90, sementara untuk kelas “Ya” mencapai 1,00, mencerminkan tingkat akurasi tinggi 

dalam mengenali kelas “Ya”. Recall kelas “Tidak” mencapai 1,00, sedangkan recall untuk kelas 

“Ya” berada di 0,88, menunjukkan perlunya peningkatan untuk mengurangi jumlah False 

Negative. F1-score berada pada rentang 0,94 hingga 0,95, menunjukkan keseimbangan yang baik 

antara precision dan recall. Secara keseluruhan, model ini berkinerja sangat baik, namun masih 

dapat ditingkatkan dalam hal recall untuk kelas “Ya” guna mengurangi jumlah prediksi False 

Negative. 
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3.4.3 Algoritma Logistic Regression 

 
Gambar 7 Evaluasi Model Logistic Regression 

Pada evaluasi model Logistic Regression pada Gambar 7, akurasi yang diperoleh 

sebesar 87,40%, dengan presisi 86,52%, recall 87,24%, dan F1-score 86,88%. Model ini berhasil 

mengklasifikasikan dengan benar 2.740 sampel untuk kelas “Tidak” dan 2.504 sampel untuk kelas 

“Ya”. Namun, terdapat 390 False Positive dan 366 False Negative. Precision untuk kelas “Tidak” 

tercatat sebesar 0,88, sedangkan untuk kelas “Ya” adalah 0,87. Recall masing-masing kelas 

adalah 0,88 dan 0,87, menunjukkan kemampuan deteksi yang cukup baik di kedua kelas. F1-score 

berkisar antara 0,87 hingga 0,88, yang mencerminkan keseimbangan antara precision dan recall, 

meskipun ada ruang untuk perbaikan dengan mengurangi kesalahan prediksi. 

3.4.4 Hasil Evaluasi Perbandingan Pada Dua Skenario 

Hasil evaluasi perbandingan kinerja tiga algoritma dalam dua skenario berbeda, yaitu 

tanpa Hyperparameter Tuning dan setelah dilakukan Hyperparameter Tuning. Evaluasi ini 

bertujuan untuk memahami kinerja masing-masing algoritma pada setiap skenario serta melihat 

sejauh mana pengaruh Hyperparameter Tuning terhadap peningkatan performa algoritma 

tersebut. 
Tabel 1 Perbandingan Evaluasi Model Tanpa Hyperparameter Tuning 

Algoritma Accuracy Precision Recall F1-Score 

Random Forest 0.943 1.0 0.8815 0.9370 

XGBoost 0.944 1.0 0.8838 0.9383 

Logistic 

Regression 
0.874 0.8652 0.8724 0.8688 
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Tabel 1 membandingkan performa tiga algoritma, Random Forest, XGBoost, dan 

Logistic Regression berdasarkan akurasi, precision, recall, dan F1-score. Random Forest dan 

XGBoost menunjukkan akurasi mirip, masing-masing 0,943 dan 0,944, dengan precision 

sempurna 1,0. XGBoost unggul sedikit dalam recall 0,8838 dibanding Random Forest 0,8815, 

menunjukkan deteksi positif yang lebih baik. F1-score XGBoost 0,9383 juga sedikit lebih tinggi 

dibanding Random Forest 0,9370. Logistic Regression memiliki performa lebih rendah pada 

semua metrik, dengan akurasi 0,874, precision 0.8652, recall 0.8724, dan F1-score 0,868, 

menunjukkan bahwa ia kurang optimal. Secara keseluruhan, XGBoost menonjol dengan 

keseimbangan recall dan F1-score yang lebih baik, menjadikannya pilihan lebih andal untuk 

klasifikasi pada dataset ini. 

Tabel 2 Perbandingan Algoritma Setelah Hyperparameter Tuning 

Algoritma Accuracy Precision Recall F1-Score 

Random Forest 0.9433 0.9489 0.9433 0.9430 

XGBoost 0.9444 0.9498 0.9444 0.9441 

Logistic 

Regression 
0.8740 0.8741 0.8740 0.8740 

 

Tabel 2 memperlihatkan kinerja tiga algoritma klasifikasi, XGBoost, Random Forest, 

dan Logistic Regression, setelah dilakukan hyperparameter tuning, dievaluasi menggunakan 

metrik akurasi, precision, recall, dan F1-score. XGBoost menunjukkan performa tertinggi dengan 

akurasi 0,9444, precision 0,9498, recall 0,9444, dan F1-score 0,9441, mencerminkan 

keseimbangan yang optimal dalam mendeteksi kelas positif dan negatif. Random Forest 

mendekati kinerja XGBoost dengan akurasi 0,9433, precision 0,9489, recall 0,9433, dan F1-score 

0,9430, menandakan tuning yang berhasil. Sementara itu, meskipun Logistic Regression telah 

dituning, performanya tetap lebih rendah dengan semua metrik berada di angka 0,8740. Secara 

keseluruhan, XGBoost menjadi model terbaik setelah tuning, diikuti oleh Random Forest, 

sedangkan Logistic Regression kurang optimal untuk dataset ini. 

 

(Revisi) - Perbedaan dari kedua skenario yang ditunjukkan pada Tabel 1 dan Tabel 2 

terletak pada peningkatan kinerja algoritma setelah dilakukan tuning hyperparameter. Sebelum 

Tuning, Random Forest dan XGBoost menunjukkan skor akurasi yang tinggi 0,943 dan 0,944 

dengan presisi sempurna, tetapi nilai recall mereka masih kurang. Hal ini mengindikasikan bahwa 

beberapa sampel positif tidak terdeteksi. Di sisi lain, Logistic Regression memiliki performa yang 

lebih rendah secara keseluruhan, dengan akurasi 0,874 dan F1-score 0,8688. Setelah tuning, 

Random Forest dan XGBoost mengalami peningkatan, dengan presisi tetap tinggi, sementara 

recall membaik, dan menghasilkan F1-score yang lebih tinggi 0,9430 dan 0,9441, yang 

menunjukkan keseimbangan deteksi yang lebih akurat. Logistic Regression menunjukkan sedikit 

peningkatan, tetapi performanya tetap tidak sebaik model berbasis pohon keputusan. Temuan ini 

menyoroti pentingnya tuning hyperparameter dalam meningkatkan akurasi dan mengurangi 

kesalahan diagnosis, yang sangat penting dalam aplikasi medis. Secara keseluruhan, XGBoost 

menonjol dengan keseimbangan yang ideal, membuatnya sangat efektif untuk diagnosis dini 

penyakit paru-paru, sementara Random Forest juga menunjukkan kinerja yang andal, 

mempertegas potensi besar kedua algoritma ini dalam sistem pendukung keputusan medis.  

 

4 KESIMPULAN DAN SARAN 

 

Berdasarkan evaluasi, XGBoost menonjol sebagai algoritma dengan performa terbaik 

untuk klasifikasi pada dataset ini, baik sebelum maupun setelah hyperparameter tuning. Sebelum 

tuning, XGBoost mencatatkan akurasi 94,4%, precision 100%, recall 88,38%, dan F1-score 

93,83%. Setelah tuning, performanya meningkat menjadi akurasi 94,44%, precision 94,98%, 

recall 94,44%, dan F1-score 94,41%, menunjukkan keseimbangan optimal antara precision dan 
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recall. Random Forest juga menunjukkan hasil mendekati XGBoost dengan akurasi 94,3%, 

precision 100%, recall 88,15%, dan F1-Score 93,70% sebelum tuning, yang kemudian naik 

menjadi akurasi 94,33%, precision 94,89%, recall 94,33%, dan F1-Score 94,30% setelah tuning. 

Sementara itu, Logistic Regression mencatatkan performa lebih rendah, dengan sedikit 

peningkatan setelah tuning dengan akurasi 87,40%, precision 87,41%, recall 87,40%, dan F1-

score 87,40%, menunjukkan keterbatasannya dalam menangani kompleksitas data ini. Hasil ini 

mengindikasikan bahwa algoritma berbasis pohon keputusan seperti XGBoost dan Random 

Forest lebih sesuai untuk klasifikasi pada dataset ini karena mampu menjaga akurasi tinggi dan 

keseimbangan antara precision serta recall. 

Penelitian selanjutnya disarankan untuk menguji model ini pada jenis citra medis lain, 

seperti CT scan atau MRI, untuk mengevaluasi konsistensi performa algoritma pada berbagai tipe 

data serta memperluas penerapannya dalam diagnosis klinis yang lebih komprehensif.  
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