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Abstrak

Alzheimer adalah gangguan neurodegeneratif yang mempengaruhi kemampuan kognitif dan
memori, deteksi dini sangat penting untuk pengobatan yang tepat. Namun, untuk mendeteksi
Alzheimer memerlukan biaya yang tinggi, sehingga penggunaan machine learning bisa menjadi
alternatif yang lebih efisien. Salah satu tantangan utama dalam penerapan machine learning untuk
mendeteksi Alzheimer adalah ketidakseimbangan data, di mana jumlah kasus positif (Alzheimer)
jauh lebih sedikit daripada kasus negatif (sehat), yang berdampak pada kinerja model. Penelitian
ini bertujuan untuk mengidentifikasi pengaruh teknik oversampling dan hyperparameter tuning
terhadap hasil model XGBoost dalam prediksi Alzheimer. Empat eksperimen dilakukan untuk
melihat masing-masing performa terhadap model, yaitu: (1) model dasar XGBoost, (2) XGBoost
dengan oversampling, (3) XGBoost dengan hyperparameter tuning, dan (4) XGBoost dengan
kombinasi oversampling dan hyperparameter tuning. Hasil penelitian menunjukkan bahwa
eksperimen kedua (XGBoost + Oversampling) menghasilkan performa terbaik yaitu dengan
recall 96,1%, Presisi 94%, akurasi 95,3%, dan F1-Score 95%. Temuan ini menunjukkan bahwa
penerapan oversampling dapat meningkatkan kinerja model dalam mengatasi masalah
ketidakseimbangan data. Penelitian ini memberikan kontribusi dalam pengembangan model
deteksi Alzheimer dengan menekankan pentingnya penanganan ketidakseimbangan data.

Kata kunci: XGBoost, Oversampling, Hyperparameter Tuning, Prediksi Dini, Alzheimer.

Abstract

Alzheimer's is a neurodegenerative disorder that affects cognitive ability and memory, early
detection is crucial for proper treatment. However, detecting Alzheimer’s is costly, so using
machine learning can be a more efficient alternative. One of the main challenges in applying
machine learning to detect Alzheimer's is data imbalance, where the number of positive
(Alzheimer's) cases is much less than negative (healthy) cases, which impacts the performance of
the model. This study aims to assess the effect of oversampling techniques using SMOTE and
hyperparameter tuning on the results of the XGBoost model in Alzheimer's prediction. Four
experiments were conducted to see the performance of each model, namely: (1) XGBoost model,
(2) XGBoost with oversampling, (3) XGBoost with hyperparameter tuning, and (4) XGBoost with
a combination of oversampling and hyperparameter tuning. The results showed that the second
experiment (XGBoost + Oversampling) produced the best performance with recall 96.1%,
Precision 94%, accuracy 95.3%, and F1-Score 95%. This finding shows that the application of
oversampling can improve the performance of the model in overcoming data imbalance problems.
This research contributes to the development of Alzheimer's detection models by emphasizing the
importance of handling data imbalance.
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1. PENDAHULUAN

Alzheimer merupakan penyakit neurodegeneratif yang ditandai oleh penurunan fungsi
kognitif dan kemampuan individu untuk menjalani aktivitas sehari-hari secara mandiri. Berbagai
faktor risiko seperti genetik, usia lanjut, gangguan pembuluh darah, cedera kepala, faktor
lingkungan, dan infeksi, berperan penting dalam perkembangannya[l]. Berdasarkan data
Alzheimer's Disease International, terdapat sekitar 50 juta kasus demensia pada tahun 2018 di
seluruh dunia, dan angka ini diproyeksikan meningkat tiga kali lipat pada tahun 2050, dengan
sebagian besar kasus terjadi di negara berpenghasilan rendah dan menengah[2]. Dampaknya yang
signifikan, baik dari segi individu, keluarga, maupun ekonomi global, dengan biaya tahunan
mencapai US$1 triliun[3], menjadikan Alzheimer sebagai fokus penting untuk penelitian.

Diagnosis Alzheimer biasanya membutuhkan intervensi tenaga medis profesional
menggunakan teknologi canggih seperti MRI. Metode ini tidak hanya mahal, tetapi juga
memerlukan kualitas data yang tinggi, banyak pemeriksaan biomarker, dan sesi pencitraan yang
kompleks[4]. Tantangan ini memunculkan kebutuhan akan solusi yang lebih efisien dan
terjangkau. Teknologi digital, khususnya machine learning, telah menawarkan pendekatan
inovatif untuk menganalisis data medis secara akurat dan efisien[5]. Machine learning mampu
mengidentifikasi pola yang kompleks, memproses data skala besar, dan menghasilkan wawasan
yang relevan[6]. Hal ini berpotensi mempercepat proses diagnosis dan mengurangi biaya
keseluruhan. Dengan integrasi teknologi ini, diagnosis dapat dilakukan lebih cepat, mengurangi
biaya, serta memberikan hasil yang konsisten tanpa risiko kesalahan manusia[7].

Machine learning mempunyai 3 jenis metode yaitu supervised learning, unsupervised
learning, dan reinforcement learning. Supervised Learning merupakan algoritma yang dirancang
untuk memahami hubungan antar fitur-fitur dalam dataset pelatihan, sehingga mampu
memprediksi label pada data baru[8]. Sementara itu, unsupervised learning memanfaatkan data
tanpa label untuk mengidentifikasi pola-pola tertentu, yang bertujuan untuk mengelompokkan
fitur yang memiliki kesamaan nilai[9]. Berbeda dengan kedua pendekatan tersebut, reinforcement
learning melibatkan agen yang mempelajari strategi optimal melalui interaksi dengan lingkungan,
kemudian menerima umpan balik berupa hadiah atau penalti atas tindakannya, dan menggunakan
informasi tersebut untuk memperbaiki strategi pengambilan keputusan secara bertahap[10].

Salah satu metode dalam machine learning yang relevan untuk kasus ini adalah
supervised learning, karena metode ini memanfaatkan data berlabel untuk tujuan klasifikasi dan
prediksi[11]. Di antara algoritma supervised learning yang banyak digunakan, Extreme Gradient
Boosting (XGBoost) menonjol karena kecepatan dan efisiensinya, dengan performa sepuluh kali
lebih cepat dibandingkan algoritma lain[12]. Namun, performa XGBoost sangat bergantung pada
pemilihan nilai hyperparameter yang optimal. Proses hyperparameter tuning menjadi langkah
penting untuk meningkatkan akurasi dan keandalan model dalam klasifikasi[13].

Namun, penerapan machine learning tidak lepas dari tantangan, salah satunya adalah
masalah ketidakseimbangan data (imbalanced data) yang sering ditemukan dalam bidang medis.
Ketidakseimbangan ini terjadi ketika distribusi data antara kelas mayoritas dan minoritas tidak
seimbang, yang dapat menyebabkan model lebih memahami data mayoritas dibandingkan dengan
data minoritas[14][15]. Teknik oversampling, seperti Synthetic Minority Oversampling
Technique (SMOTE), digunakan untuk mengatasi masalah ini dengan menghasilkan data sintetis
untuk kelas minoritas, sehingga distribusi data menjadi lebih seimbang[16].

Studi terdahulu oleh [17] dan [18] telah mengeksplorasi metode Klasifikasi penyakit
Alzheimer dengan berbagai pendekatan. Namun, pendekatan yang digunakan belum
memanfaatkan teknik oversampling yang berpotensi memperbaiki akurasi model prediksi pada
kedua kelas. Selain itu, teknik hyperparameter tuning yang bertujuan untuk mengoptimalkan
performa model juga belum diterapkan dalam penelitian tersebut.

Berdasarkan latar belakang yang sudah dipaparkan diatas, penelitian ini dilakukan untuk
mengidentifikasi kombinasi terbaik antara teknik oversampling dan hyperparameter tuning pada
model XGBoost dalam mendeteksi dini penyakit Alzheimer. Diharapkan, hasil penelitian ini
dapat memberikan kontribusi berarti dalam pengembangan alat prediksi yang lebih presisi dan
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efisien, sehingga membantu perencanaan intervensi yang lebih tepat.
2. METODE PENELITIAN

Penelitian ini akan mengaplikasikan kombinasi antara teknik oversampling (SMOTE)
dan hyperparameter tuning (Grid Search) untuk mengidentifikasi pengaruh dari setiap kombinasi
teknik yang diterapkan pada model XGBoost untuk memprediksi dini Alzheimer. SMOTE
digunakan untuk mengatasi masalah ketidakseimbangan data dengan cara menambah jumlah
sampel pada kelas minoritas. Sedangkan, Grid Search akan digunakan untuk mencari kombinasi
nilai hyperparameter terbaik, guna meningkatkan efektivitas dan performa model secara
keseluruhan.

Mengumpulkan Data
Melakukan Exploratory
Data Analysis (EDA)
Melakukan Data
Freprocessing

Mengkombinasi teknik 7

tidak

Split Data

Mengkombinasi teknik 7

tidak

Melakukan
Qversampling

Melakukan
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h

Mengevaluasi Model

v
( Selesai )

Gambar 1.Diagram Penelitian

Gambar 1 menunjukkan tahapan penelitian yang dilakukan mulai dari pengumpulan data,
data preprocessing, split data, oversampling, hyperparameter tuning, modelling, hingga evaluasi
model. Setiap tahapan memiliki peran penting dalam memastikan bahwa model yang dibangun
dapat memberikan hasil yang optimal dan akurat. Berbagai eksperimen kombinasi teknik, seperti
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penggunaan oversampling dan hyperparameter tuning, akan dilakukan untuk menguji pengaruh
masing-masing kombinasi teknik terhadap performa model dalam prediksi Alzheimer.

2.1 Pengumpulan Data

Tahap awal penelitian ini adalah pengumpulan data. Dataset yang digunakan pada
penelitian ini merupakan dataset tentang penyakit Alzheimer yang diperoleh dari platform
Kaggle yang berjudul Elzihimer Disease[19]. Dataset dikumpulkan dari berbagai sumber,
termasuk fasilitas kesehatan seperti rumah sakit, klinik, serta hasil penelitian yang mencatat
riwayat medis pasien dengan rentang usia 60 hingga 100 tahun. Dataset ini memiliki 2149
sampel data, dengan 34 atribut yang terdiri dari 33 variabel sebagai fitur dan 1 variabel target
yaitu Diagnosis.

2.2 Exploratory Data Analysis (EDA)

Proses ini bertujuan untuk memahami sifat dan karakteristik data, serta mengidentifikasi
wawasan awal yang dapat diperoleh dari dataset[20]. Langkah pertama adalah melihat
distribusi data pada variabel numerik maupun kategorikal dan pengecekan nilai yang kosong.
Selanjutnya, dilakukan analisis distribusi pada fitur target yaitu Diagnosis untuk mendeteksi
adanya ketidakseimbangan kelas, yang dapat memengaruhi saat pelatihan model.

2.3 Data Preprocessing

Pada tahap awal data preprocessing, data diperiksa untuk mengidentifikasi adanya
duplikasi data. Selain tidak diperlukan, data duplikat hanya meningkatkan waktu komputasi,
menghabiskan memori, dan dapat menyebabkan ketidakseimbangan dalam data[21]. Setelah
data terbebas duplikasi, dilakukan evaluasi terhadap relevansi fitur yang tersedia. Pemilihan
fitur yang tepat dapat meningkatkan efisiensi komputasi, menyederhanakan model, dan
meningkatkan akurasi prediksi[22].

Proses berikutnya adalah normalisasi, yang bertujuan untuk memastikan setiap fitur
berada dalam skala yang seragam sebelum digunakan dalam pelatihan model, sehingga
mampu meningkatkan kinerja secara signifikan sekaligus mempercepat proses pembelajaran
pada model machine learning[23][24][25]. Pendekatan yang paling banyak digunakan untuk
normalisasi data adalah MinMax Scaler. Dimana nilai tertinggi diubah menjadi 1, sedangkan
nilai terendah menjadi 0 dan nilai lainnya berada dalam rentang desimal antara 0 dan 1[26].

(X—Xmin)
Xscaled = m (1)

Dalam rumus (1), Xscqieqa Merupakan merupakan nilai yang sudah dinormalisasi atau
diubah skalanya. Proses normalisasi dilakukan dengan mengurangi nilai X dengan nilai
minimum X_min yang terdapat pada fitur tersebut, kemudian hasilnya dibagi dengan selisih
antara nilai maksimum X_max dan nilai minimum X_min dari fitur yang bersangkutan. Hal
ini meningkatkan keseragaman skala antar fitur, yang dapat mempercepat proses pelatihan
dalam algoritma machine learning serta meningkatkan efisiensi pada saat pemodelan.

2.4 Oversampling

Dalam kasus dataset yang tidak seimbang, di mana kelas minoritas memiliki jumlah
sampel yang jauh lebih sedikit, peningkatan akurasi prediksi pada kelas minoritas menjadi
tantangan tersendiri. Oleh karena itu, teknik oversampling seperti SMOTE digunakan untuk
menyeimbangkan distribusi kelas dengan menghasilkan sampel baru dari kelas minoritas,
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sehingga dapat meningkatkan kemampuan model untuk mengklasifikasikan kelas
minoritas[27].
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Gambar 2. Proses oversampling dengan SMOTE

Merujuk ilustrasi pada Gambar 2, dimana distribusi data yang awalnya tidak seimbang
pada kelas target, kemudian dilakukan teknik oversampling dengan SMOTE untuk
menghasilkan data sintetis baru pada kelas minoritas. Dengan adanya data sintetis,
menghasilkan distribusi data yang lebih seimbang pada kelas target.

2.5 Split Data

Untuk memastikan bahwa dataset dapat dievaluasi dengan akurat oleh model, dataset
dibagi menjadi dua bagian. 80% baris dataset dipilih secara acak untuk pelatihan dan 20%
sisanya digunakan untuk pengujian[28]. Teknik ini adalah best practice yang umum
dilakukan pada penelitian.

2.6 Hyperaparameter Tuning

Setelah proses split data, langkah selanjutnya adalah adalah hyperparameter tuning untuk
mencari dan menetapkan kombinasi nilai hyperparameter terbaik untuk model yang akan
dilatih, karena pemilihan nilai hyperparameter memengaruhi performa dari model[29].
Hyperparameter seperti n_estimators (menentukan jumlah pohon dalam model), max_depth
(mengontrol kedalaman maksimum pohon), serta learning rate (mengatur seberapa besar
langkah yang diambil untuk memperbarui model pada setiap iterasi)[30] dipilih dalam
penelitian ini. Untuk menemukan nilai hyperparameter terbaik, metode Grid Search
diterapkan dalam proses ini. Metode tersebut mampu menguji seluruh kombinasi nilai
hyperparameter dalam ruang pencarian yang telah ditentukan. Metode ini mampu
memberikan hasil yang lebih komprehensif daripada metode lain, seperti Random Search
yang hanya menguji kombinasi secara acak dan tidak menjamin menemukan hyperparameter
terbaik[31].

2.7 Modelling

Tahap ini melibatkan proses pelatihan model dengan didasarkan pada beragam kombinasi
teknik dari proses sebelumnya. Kombinasi tersebut mencakup penggunaan model XGBoost
sebagai model dasar, penerapan oversampling pada XGBoost, hyperparameter tuning pada
XGBoost, serta XGBoost yang dikombinasikan dengan oversampling dan hyperparameter
tuning. Proses ini bertujuan untuk melatih model menggunakan pendekatan yang paling
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sesuai, agar model mampu mengenali pola data secara optimal dalam memprediksi kelas
target.
2.8 Evaluasi Model

Setelah model dilatih, langkah penting berikutnya adalah mengevaluasi performa model.
Berbagai metrik evaluasi digunakan untuk mengukur kinerja model[32], yaitu akurasi,
presisi, recall dan F1-score dengan rumus (2), (3), (4), dan (5).

TP+TN

Akurasi = ———— o
TP+TN+FP+FN
Recall = —~ "
TP+FN
Presisi = —+F— "
TP+FP
F1 — Score = 2 « LresisixRecall -

Presisi+Recall

Akurasi, rasio jumlah data yang diprediksi benar terhadap jumlah total data. Recall, yakni
rasio jumlah data prediksi benar terhadap jumlah data yang sebenarnya positif. Presisi, adalah
rasio jumlah data prediksi yang benar terhadap jumlah data yang diprediksi positif. F1-Score
adalah hasil perhitungan kombinasi antara recall dan presisi. Dengan mengevaluasi model,
kita dapat mengukur hasil prediksi berdasarkan empat kemungkinan hasil. True Positive (TP)
adalah ketika model benar dalam menebak sesuatu sebagai positif, sesuai dengan kondisi
sebenarnya. True Negative (TN) adalah ketika model benar dalam menebak sesuatu sebagai
negatif, sesuai kenyataan juga. False Positive (FP) terjadi ketika model salah menebak
sesuatu sebagai positif, padahal sebenarnya negatif. Terakhir, False Negative (FN) adalah
ketika model salah menebak sesuatu sebagai negatif, padahal sebenarnya positif. Keempat
hasil ini membantu kita memahami kapan model benar atau salah dalam memprediksi
sesuatu.

3. HASIL DAN PEMBAHASAN

Dataset Alzheimer diperoleh dari website Kaggle Dataset. Dataset terdiri dari 2149 data
dengan 33 variabel prediktor dan 1 variabel target yaitu Diagnosis. Berikut ini adalah penjelasan
lengkap mengenai fitur — fitur yang digunakan pada pada dataset Alzheimer beserta tipe data
atributnya.

Tabel 1. Deskripsi fitur pada dataset

Tipe Data Nama Fitur Nilai Kosong
Patient ID, AgeGender, Ethnicity, EducationLevel, BMI,
Smoking, AlcoholConsumption, PhysicalActivity,
DietQuality, SleepQuality, FamilyHistoryAlzheimers,
CardiovascularDisease, Diabetes, Depression,
Headlnjury, Hypertension, SystolicBP, DiastolicBP,

CholesterolTotal, CholesterolLDL, CholesterolHDL, Tidak ada
CholesterolTriglycerides, MMSE,
Functional Assessment, MemoryComplaints,
BehavioralProblems, ADL, Confusion, Disorientation,
PersonalityChanges, DifficultyCompletingTasks,
Forgetfulness, Diagnosis

Numerikal
(Int64, float64)

Kategorikal

(object) DoctorinCharge Tidak ada

Pada tabel 1, menyajikan deskripsi mengenai setiap fitur yang terdapat dalam dataset,
mencakup penjelasan tentang tipe data dari setiap fitur, serta informasi mengenai jumlah nilai
yang kosong. Setelah pengumpulan data adalah tahap Exploratory Data Analysis (EDA) yang
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bertujuan untuk memahami distribusi data, memperoleh wawasan, serta membangun intuisi
terhadap data yang akan diolah.

Distribusi Data pada Target "Diagnosis”

1400

1200

1000

200

Jumlah

600

400 1

200

o 1
Dragnosis

Gambar 3. Distribusi data pada fitur target

Berdasarkan proses EDA, diperoleh temuan bahwa terjadi ketidakseimbangan dalam
distribusi data pada kelas target yang bisa dilihat pada Gambar 3, dimana jumlah kelas yang sehat
(kelas 0) lebih banyak yaitu 1389 data, dibandingkan dengan jumlah dari kelas yang sakit (kelas
1) yaitu 760 data.

Ketidakseimbangan distribusi data ini menjadi perhatian utama, sehingga tahap data
preprocessing diperlukan untuk memastikan dataset siap digunakan untuk proses selanjutnya.
Berbagai prosedur dilakukan selama tahap data preprocessing. Hasil pemeriksaan menunjukkan
bahwa dataset tidak mengandung data duplikat. Selain itu, ditemukan fitur yang tidak relevan
seperti fitur PatientID yang bernilai unik dan fitur DoctorinCharge mempunyai nilai keseluruhan
yang sama. Oleh karena itu, fitur tersebut diputuskan untuk dihapus dari dataset. Proses terakhir
adalah normalisasi data menggunakan metode Min-Max Scaler. Proses ini mengubah semua nilai
ke dalam rentang O hingga 1. Dengan menyamakan skala nilai pada setiap fitur, dapat
meningkatkan kinerja model selama proses pelatihan. Setelah nilai-nilai pada setiap fitur
dinormalisasi untuk menyamakan skala, langkah berikutnya adalah menangani
ketidakseimbangan kelas dalam dataset. Teknik yang digunakan untuk mengatasinya adalah
teknik oversampling dengan SMOTE.

Distribusi Kelas Sebelum Dversampling Distribusi Kelas Sesudah Oversampling

1400

Diagnasis Diagnasis

Gambar 4. Distribusi kelas Diagnosis sebelum dan setelah oversampling

Perbandingan antara distribusi kelas sebelum dan setelah oversampling dapat dilihat pada
gambar 4, di mana kedua kelas kini memiliki jumlah kelas yang lebih seimbang. Setelah
penerapan SMOTE, kelas 1 yang sebelumnya minoritas berhasil diseimbangkan, sehingga model
dapat dilatih dengan representasi kelas yang lebih proporsional. Dengan distribusi kelas yang kini
lebih seimbang, fokus selanjutnya adalah mempersiapkan dataset untuk proses pelatihan dan
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evaluasi dengan komposisi 80% untuk data latih dan 20% untuk data uji. Pembagian ini dilakukan
untuk memastikan bahwa model memiliki proporsi data latih yang cukup tanpa mengurangi data
uji yang akan digunakan untuk mengevaluasi model.

Dengan distribusi kelas yang seimbang pada data latih dan data uji, proses selanjutnya adalah
hyperparameter tuning. Pada tahap hyperparameter tuning, diterapkan Grid Search untuk
menemukan kombinasi nilai hyperparameter terbaik yang harapannya dapat meningkatkan
akurasi model. Beberapa nilai hyperparamater dipilih dengan masing-masing nilai pada setiap
hyperparamer yaitu n_estimators = [50, 100, 150, 200, 250, 300, 350, 400, 450, 500], max_depth
= [3, 6, 9], dan learning_rate = [0.1, 0.2, 0.3, 0.4, 0.5]. Setelah serangkaian eksperimen, lima
kombinasi nilai hyperparameter terbaik berhasil diidentifikasi berdasarkan peningkatan akurasi
yang signifikan pada data latih.

param_n_estimators param_max_depth param_learning_rate mean_test_score rank_test_score

59 500 9 02 0.949149 1
58 450 9 02 0.949149 1
57 400 9 02 0.949149 1
56 350 9 02 0.948698 4
88 450 9 03 0.948249 5]

Gambar 5. Hasil pemeringkatan kombinasi hyperparameter terbaik

Hasil pemeringkatan ini menunjukkan kombinasi nilai hyperparameter optimal dan performa
model yang lebih baik, yang dapat dilihat pada Gambar 5. Gambar tersebut memberikan
gambaran jelas mengenai pengaruh setiap kombinasi hyperparameter terhadap kualitas model
yang dibangun.

Setelah melihat pengaruh kombinasi nilai hyperparameter terhadap kualitas model, langkah
selanjutnya adalah mengevaluasi performa model. Untuk mengevaluasi dampak dari setiap
kombinasi teknik yang diterapkan pada model, penulis menggunakan berbagai metrik evaluasi
seperti akurasi, presisi, recall, dan F1-score dalam berbagai konfigurasi eksperimen, baik secara
terpisah maupun dengan menggabungkan teknik-teknik lain. Terdapat empat eksperimen pada
penelitian ini, yaitu pemodelan dengan XGBoost (XGB); XGBoost dan Oversampling (XGB +
0S); XGBoost dan Hyperparameter Tuning (XGB + HT); XGBoost, Oversampling dan
Hyperparameter Tuning (XGB + OS + HT). Setiap metrik memberikan gambaran mengenai
sejauh  mana model dapat mengenali dan mengklasifikasikan antar  kelas.

Hasil evaluasi performa model pada berbagai eksperimen.

100
95,3 95 94 95,1 94,9
95
g 90
-
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Gambar 6. Hasil evaluasi model pada berbagai eksperimen
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Pada eksperimen pertama, dilakukan pemodelan dengan algoritma XGBoost. Proses ini
bertujuan untuk memperoleh gambaran awal mengenai performa model dengan menggunakan
parameter bawaan yang disediakan oleh XGBoost. Berdasarkan Gambar 6, hasil performa model
XGBoost tanpa kombinasi tambahan memperoleh nilai recall 93,8%, presisi 82,4%, akurasi
sebesar 92%, dan F1-Score sebesar 87,7%.

Eksperimen kedua, mengkombinasikan teknik oversampling dengan XGBoost untuk
mengatasi masalah ketidakseimbangan kelas pada dataset. SMOTE digunakan untuk menambah
jumlah data pada kelas minoritas, dengan tujuan untuk memperoleh distribusi kelas yang lebih
seimbang. Model kemudian dilatih untuk mengevaluasi dampak penerapan oversampling pada
performa model. Dari Gambar 6 menunjukkan bahwa dengan mengaplikasikan SMOTE,
performa model meningkat dengan masing — masing nilai recall 96,1%, presisi 94%, akurasi
95,3%, dan F1-Score 95%.

Pada eksperimen ketiga, mengkombinasikan teknik hyperparameter tuning menggunakan
Grid Search dengan XGBoost untuk mencari kombinasi nilai hyperparameter terbaik.
Berdasarkan Gambar 6, model menunjukkan penurunan performa dengan nilai recall 93,7%,
presisi 80,4%, akurasi 91,3%, dan F1-Score 86,5%. Penurunan ini menunjukkan bahwa
konfigurasi hyperparameter yang diuji mungkin belum cocok dengan karakteristik data tidak
seimbang yang digunakan.

Eksperimen keempat, mengkombinasikan teknik oversampling menggunakan SMOTE
dengan hyperparameter tuning untuk melihat apakah gabungan kedua teknik ini dapat
memberikan peningkatan yang lebih signifikan dalam kinerja model. Pada Gambar 6, hasil
eksperimen keempat kembali menunjukkan adanya peningkatan dibandingkan dengan
eksperimen ketiga, yaitu nilai recall 95,8%, presisi 94%, akurasi 95,1%, dan F1-Score 94,9%
dengan penerapan kedua teknik tersebut. Namun, meskipun terjadi peningkatan, model yang
hanya menggunakan teknik oversampling tanpa hyperparameter tuning tetap sedikit lebih unggul,
dengan selisih 0,3% pada recall, 0,2% pada akurasi, dan 0,1% pada F1-Score. Hal ini
menunjukkan bahwa performa kombinasi XGBoost dan oversampling sedikit lebih baik, namun
perbedaannya tidak terlalu besar.

Confusion Matrix
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Gambar 7. Confusion matrix kombinasi XGBoost dan Oversampling
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Gambar 8. Nilai AUC kombinasi XGBoost dan Oversampling
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Hasil confusion matrix pada kombinasi XGBoost dan oversampling ditunjukkan pada
Gambar 7, yang memperlihatkan jumlah prediksi benar yang tinggi untuk kedua kelas, terutama
kelas minoritas yang sebelumnya sulit terdeteksi. Selain itu, Gambar 8 menunjukkan nilai Area
Under Curve (AUC) sebesar 0.98, yang mengindikasikan performa model yang sangat baik dalam
membedakan antara kelas positif dan negatif. Pendekatan ini terbukti efektif dalam meningkatkan
kinerja model, menghasilkan metrik evaluasi yang lebih baik dibandingkan eksperimen lainnya.

4. KESIMPULAN DAN SARAN

Penelitian ini membuktikan bahwa penerapan teknik oversampling, khususnya SMOTE,
secara efektif meningkatkan kinerja model XGBoost dalam memprediksi Alzheimer, sehingga
dapat mengatasi masalah ketidakseimbangan data yang sering menjadi hambatan dalam data
medis. Hasil utama menunjukkan bahwa eksperimen kedua (XGBoost dengan Oversampling)
memberikan hasil terbaik, sedikit lebih unggul dibandingkan eksperimen keempat (XGBoost
dengan Oversampling dan Hyperparameter Tuning). Sebaliknya, eksperimen pertama dan ketiga
yang tidak menggunakan oversampling memperlihatkan performa yang lebih rendah. Temuan ini
menegaskan bahwa ketidakseimbangan data mempengaruhi kinerja model prediksi secara
signifikan. Dalam proses hyperparameter tuning, penting untuk memastikan bahwa data memiliki
distribusi kelas yang seimbang agar hasil hyperparameter tuning lebih optimal. Hal ini terlihat
dari eksperimen keempat yang memberikan hasil lebih baik dibandingkan eksperimen ketiga yang
tidak menggunakan oversampling. Pengembangan penelitian ke depan dapat dilakukan dengan
mengeksplorasi teknik hyperparameter tuning lain seperti bayesian optimization, sehingga
kombinasi antara oversampling dan hyperparameter tuning dapat menghasilkan performa model
yang lebih unggul dibandingkan keempat eksperimen yang telah dilakukan.
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