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Abstrak 

Trayektori tubuh manusia untuk analisis gait tidak terbatas pada kondisi permukaan medan yang 

rata. Hal ini berpengaruh pada analisis gait untuk penelitian pengenalan identitas individu yang 

terkait dengan kondisi medan yang dilalui. Pergelangan kaki menjadi bagian tubuh yang 

berkontribusi pada trayektori tubuh manusia terhadap medan yang dilalui melalui dua kondisi 

yaitu Heel-Strike (HS) dan Toe-Off (TO). HS dan TO memiliki pola trayektori yang saling 

berbeda untuk setiap individu sehingga membutuhkan penentuan parameter learning rate yang 

tepat. Penentuan learning rate terbaik merupakan salah satu langkah penting dalam 

menghasilkan pengenalan identitas individu terbaik. Hal ini penting karena kesesuain antara 

data training dengan data testing diperlukan untuk klasifikasi data. Pada kegiatan penelitian ini, 

data yang digunakan adalah data berformat C3D yang direkam melalui perangkat motion 

capture dengan skenario berjalan lurus (WS/Walking Straight) oleh enam orang sebagai 

partisipan. Penentuan learning rate terbaik menggunakan metode convolutional neural network 

(CNN) dengan pretrain pembanding adalah ResNet18 dan ResNet50. Percobaan yang dilakukan 

menghasilkan performa terbaik diperoleh ResNet18 baik pada pengukuran Average Position 

(AP) maupun pendeteksian kondisi HS dan TO.  
 

Kata kunci: gait event detection, penentuan learning rate, convolutional neural network, pola 

trayektori 

 

 

Abstract 

Human body trajectory for gait analysis is not limited to flat surface. It impacts to gait analysis 

for person identity recognition research activity that relates to any surfaces which is passed by 

that person. Ankle is one of human body part that contributes to its trajectory pattern which is 

different to each individual so it needs correct learning rate parameter tuning. Heel-Strike (HS) 

and Toe-Off (TO) are kind of lower human body trajectory event. These events detection requires 

correct learning rate determining. In this activity, we use C3D from motion capture device as 

data. The data is collected by using six participants to demonstrate Walking Straight (WS) 

scenario. Convolutional neural network (CNN) is implemented to find the best learning rate. In 

addition, ResNet18 and RestNet50 are utilized to be pretrain comparators. The result shows that 

the best perform to determine learning rate is obtained by ResNet18 in Average Position (AP) 

measurement and HS-TO event detection. 
 

Keywords: gait event detection, learning rate determining, convolutional neural network, 

trajectory pattern 



 

 

Penentuan Learning Rate Terbaik ... (Septian)   ◼ 91 

  

 

1. PENDAHULUAN 

 

 Klasifikasi membutuhkan data testing yang selaras terhadap data trainingnya. 

Keselarasan ini disesuaikan dengan fitur-fitur data yang dibutuhkan proses klasifikasi yang 

dijalankan. Fitur-fitur pada domain frekuensi menjadi penting untuk diselaraskan karena 

kemiripan data dapat sulit diidentifikasi jika frekuensi yang dianalisisis terlalu Panjang sedangkan 

frekuensi dalam panjang gelombang yang pendek dapat mengakibatkan hasil analisis secara 

parsial kurang akurat. Hal ini juga berlaku pada analisis data gaya berjalan (gait). Analisis pola 

berjalan dalam satu siklus tidak dapat dilakukan secara parsial. Tantangan lainnya adalah 

perbedaan pola pada setiap partisipan sehingga penyelarasan data untuk klasifikasi sangat 

diperlukan, terutama untuk kasus data testing dan data training. Hal ini berfungsi untuk 

menghasilkan nilai akurasi yang lebih baik [8]. 

Penerapan analisis gait pada pengenalan identitas individu semakin berkembang hingga 

saat ini. Berbagai macam metode diperkenalkan sebagai bentuk kontribusi perbaikan hasil 

pengenalan individu tersebut. Metode yang umumnya diterapkan adalah metode-metode yang 

terkait dengan jaringan syaraf tiruan dan Deep Learning. Liao et.al[1] menerapkan convolutional 

neural network (CNN) untuk melakukan estimasi komposisi tubuh yang ideal.  Penerapan Deep 

Learning pada analisis gait juga dilakukan oleh Cosma dan Radoi [2] untuk skenario gait yang 

kooperatif. Hal yang penting pada pengenalan identitas individu berbasis analisis gait ini adalah 

pendeteksian kejadian penting dari suatu trayektori tubuh manusia seperti Toe-Off (TO) dan Heel-

Strike (HS) yang dilakukan pada kaki bagian bawah yaitu tumit sampai ujung depan jari kaki. 

Pendeteksian TO dan HS ini penting dalam rangka pengembangan sistem identitas individu yang 

lebih baik khususnya pada kasus gaya berjalan manusia di permukaan daratan yang tidak rata. 

Beberapa kegiatan penelitian telah melibatkan kondisi permukaan daratan yang tidak rata, seperti 

penggunaan data sensor gyroscope sebagai pengembangan baru analisis gait[3], pelacakan orang 

pada kondisi keramaian di tempat yang berbeda[4], analisis trayektori gaya berjalan naik dan 

turun tangga[5], serta analisis trayektori pada olahraga ice hockey[6]. Namun, kegiatan-kegiatan 

penelitian tersebut belum menjelaskan dengan rinci strategi penentuan learning rate yang 

digunakan. 

Salah satu komponen penting yang digunakan oleh metode-metode yang diterapkan 

untuk pengenalan identitas individu berbasis analisis gait adalah learning rate . Learning rate 

berfungsi sebagai sebuah parameter untuk training sebagai penghitung jumlah langkah pada 

setiap iterasi untuk mendapatkan nilai yang paling minimal pada loss function [7]. Hal ini 

didasarkan pada upaya pencapaian suatu learning rate ditunjukkan melalui vektor gradien yang 

bernilai negatif yang mengindikasikan bahwa nilai learning rate terbaik berusaha mencapai nilai 

minimum yaitu nilai error pada output memiliki nilai rata-rata yang rendah [8]. Pemilihan learning 

rate terbaik tentu berdampak pada hasil akurasi suatu klasifikasi data gait untuk pengenalan 

identitas indvidu [9]. Secara lebih jauh, fungsi learning rate adalah untuk menguatkan komponen-

komponen penting yang terdapat pada data masukan serta mengurangi keterlibatan varian-varian 

yang tidak relevan pada saat pengolahan data [10]. Hal ini juga berlaku pada learning rate di 

convolutional neural network (CNN) yang diterapkan pada pengolahan data gait yang dilakukan 

pada kegiatan penelitian ini. Keberagaman data koordinat titik yang dihasilkan dari perekaman 

data pergerakan tubuh manusia menjadikan setiap bagian tubuh memiliki penanganan yang unik 

dalam menentukan learning rate terbaik. Hal ini diperkuat oleh kondisi pola trayektori yang 

berbeda pada setiap anggota tubuh manusia dan juga berbeda pada antar individu [11]. Oleh 

karena itu, penentuan learning rate untuk HS dan TO menjadi sebuah tantangan dan menjadi 

langkah awal penelitian yang menarik karena bagian tubuh terjadinya HS dan TO adalah bagian 

tubuh yang menjadi titik tumpu trayektori kaki manusia pada medan yang dilalui [12]. 

Paper ini membahas skenario pemilihan learning rate terbaik pada CNN untuk kasus 

pendeteksian terjadinya HS dan TO. Kegiatan penelitian yang dibahas pada paper ini merupakan 

sebuah studi awal untuk pengembangan sistem pengenalan identitas individu berbasis analisis 

gait yang berfokus pada medan yang dilalui. Data trayektori yang digunakan pada penelitian ini 
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adalah data yang dihasilkan dari perangkat motion capture karena data trayektori dari video masih 

menyisakan noise yang dapat mempengaruhi penentuan learning rate terbaik [13]. 

 

 

2. METODE PENELITIAN 

 

Percobaan yang dilakukan pada kegiatan penelitian ini melibatkan enam subyek 

partisipan yang terbagi menjadi tiga orang subyek berjenis kelamin laki-laki dan tiga orang 

subyek lainnya berjenis kelamin perempuan. Seluruh partisipan merupakan subyek yang 

berbadan sehat dengan rentang usia antara 19-21 tahun dan tidak memiliki catatan permasalahan 

kesehatan yang terkait kaki dan pergerakannya. Perekaman data dilakukan melalui perangkat 

motion capture, setiap partisipan mengenakan pakaian khusus dengan enam belas buah sensor 

melekat di pakaian tersebut (gambar 1). Untuk mencegah rasa ketidaknyamanan pada setiap 

partisipan yang berakibat pada kurang validnya data yang diperoleh maka setiap partisipan 

melakukan percobaan sebanyak 5 kali sebagai pembiasaan. Perekaman data dilakukan setelah 

aktivitas pembiasaan, hasil perekaman data menghasilkan tiga buah data untuk setiap partisipan 

sehingga total data yang digunakan pada kegiatan penelitian ini sebanyak delapan belas buah data. 

Komposisi data latih dan data uji terdiri dari satu buah data latih dan dua buah data lainnya 

digunakan sebagai data uji. Titik gait yang digunakan pada penelitian ini juga terbatas pada titik 

pergelangan kaki (ankle) karena titik ini merupakan titik yang paling dekat dengan terjadinya TO 

dan HS. Percobaan yang dilibatkan pada kegiatan ini terbatas pada berjalan lurus/walking straight 

(WS). Pada aktivitas penghimpunan dataset, label HS dan TO dilakukan melalui penentuan vektor 

probabilitas dalam bentuk distribusi Gaussian satu dimensi pada setiap titik ankle yang berasosiasi 

dengan kejadian HS dan TO [14] . 

 

Gambar 1. Pola trayektori pada pergelangan kaki kiri dan kanan 
 

Bentuk data yang diolah kegiatan penelitian ini adalah pola trayektori pada setiap titik 

pergelangan kaki. Penggunaan data motion capture mempermudah percobaan yang dilakukan 

karena label setiap titik pergelangan kaki telah terdefinisi dengan jelas. Pengamatan terhadap 

terjadinya HS dan TO pada setiap titik pergelangan kaki dilakukan melalui pola trayektori pada 

setiap sumbu koordinat x, y, dan z (gambar 2). Pola trayektori merupakan pola dari deret nilai 

koordinat setiap sumbu x, y, dan z pada setiap subyek.  

 

Gambar 2. Contoh ekstraksi sumbu x pada setiap subyek pada kaki kiri 
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Untuk mengetahui distribusi probabilitas antara data uji dengan data latih, penentuan 

skoring pada nilai deret pada setiap sumbu koordinat dilakukan dengan skema penentuan nilai. 

Penentuan skoring untuk data gait juga pernah dilakukan oleh Shehata et.al[15] untuk estimasi 

atribut pada gait. Nilai +2 diberikan untuk nilai deret yang naik (bergerak ke arah positif) dari 

suatu waktu (detik) tertentu terhadap waktu berikutnya, nilai +1 diberikan untuk kondisi 

sebaliknya. Rata-rata dari skoring ini yang akan diolah untuk menemukan distribusi probabilitas. 

Fitur untuk pengolahan data mengacu pada nilai deret setiap pola trayektori.  

 
Gambar 3. Skema CNN untuk pengolahan data gait pada penelitian ini 

 

Fitur-fitur yang diperoleh pada tahap ekstraksi data kemudian diolah menggunakan 

metode convolutional neural network (CNN) (gambar 3). Penerapan CNN melibatkan layer 

konvolusi dengan ukuran 1x1. Proses pengolahan pada layer konvolusi 1x1 dilanjutkan ke blok 

konvolusi sejumlah tujuh buah blok dimana setiap blok konvolusinya berisi layer konvolusi 3x3, 

normalisasi batch, fungsi Rectified Linear Unit (ReLU), dan layer max-pooling (gambar 4). 

Korespondensi antara frame pada data masukan dengan hasil learning untuk kondisi HS dan TO 

pada setiap kaki dilakukan pada layer fully-connected (FC). ResNet18 dan ResNet15 diterapkan 

sebagai model percobaan untuk mengetahui tingkat keberhasilan dari  penerapan CNN yang 

dilakukan pada kegiatan ini.  

 
Gambar 4.  Urutan proses pada convolution block 

Pra-pengolahan data dilakukan dengan melibatkan tensor masukan berupa informasi 

koordinat trayektori titik gait yang digunakan (titik gait lainnya tidak digunakan). Tidak ada 

kegiatan khusus dalam melakukan pra-pengolahan data. Dataset dibagi menjadi dua jenis yaitu 

data dua partisipan dari setiap jenis kelamin sebagai data uji dan data satu partisipan dari setiap 

jenis kelamin. Data yang digunakan untuk validasi melibatkan satu data uji dan satu data latih 

pada setiap jenis kelamin. Kegiatan pelatihan data menggunakan bobot CNN untuk setiap empat 

kondisi gait (TO pada kaki kiri dan kanan serta HS pada kaki kiri dan kanan). Nilai learning rate 

yang digunakan adalah 0,0001 dengan skenario pengurangan learning rate sebanyak dua kali 

setiap tiga epoch. Evaluasi hasil percobaan pada kegiatan ini menggunakan Average Precision 

(AP) yang berfungsi untuk mengukur keakuratan yang terjadi di antara perbedaan antara frame 

target dengan frame prediksi. Batasan (threshold) untuk menentukan kondisi HS dan TO yang 

tepat adalah perbedaan frame antara target dan prediksi kurang dari empat frame seperti yang 

diterapkan oleh Jamsrandorj dkk. [16]. 

 

 

3. HASIL DAN PEMBAHASAN 

 

Kegiatan percobaan yang dilaksanakan pada penelitian ini melibatkan enam data subyek 

sehat (tidak ada riwayat sakit pada bagian kaki) yang terdiri dari tiga subyek laki-laki dan tiga 

subyek perempuan, data yang direkam diperoleh dari tiga kali percobaan untuk setiap subyek 

sehingga total data yang diperoleh ada delapan belas buah data. Setiap data subyek memiliki satu 

siklus gait yang terdiri dari 550-600 buah frame. Berdasarkan jenis data gait yang digunakan pada 

kegiatan ini yaitu data c3d, maka tidak ada sudut pandang khusus yang dipakai sebagai acuan 
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penentuan titik koordinat x, y, dan z. Analisis probabilitas pada gambar 5 menunjukkan contoh 

hasil penerapan CNN bahwa model yang diujikan mampu menyesuaikan frame secara presisi 

ketika HS dan TO terjadi. 

 

    
(a) 

 
(b)

Gambar 5.  Distribusi probabilitas jenis jalan lurus (walking straight) pada gait event: a) Toe Off 

pada kaki kiri; b) Heel Strike pada kaki kanan  

Tabel 1 menunjukkan performa dari penerapan beberapa model CNN yang digunakan 

pada kegiatan ini. RestNet18 masih menunjukkan hasil performa terbaik pada setiap data yang 

diuji walaupun nilai performa yang dihasilkan masih di bawah Jamsrandorj dkk[16]. Penggunaan 

C3D pada ResNet50 ini menunjukkan hasil performa yang masih kurang dibandingkan CNN dan 

ResNet18, namun demikian nilai performa dari ResNet50 ini masih dapat dikatakan baik karena 

nilai probabilitas sebagai standar nilai performa menunjukkan nilai lebih dari 0,8.  

 

Tabel 1. Hasil Pengukuran Performa Deteksi HS dan TO menggunakan Average Precision (AP) 

Model Hasil  

ResNet18 0,92 

ResNet50 0,89 

CNN 0,90 

 

Hasil deteksi HS dan TO pada setiap model yang diujikan ditunjukkan pada Tabel 2. 

Hasil ini diperoleh dari implementasi Average Precision (AP). Hasil yang ditunjukkan dalam 

bentuk skala probabilitas menunjukkan bahwa tidak terdapat selisih yang besar antara kaki kiri 

dengan kanan, nilai hasil dengan angka di atas 0,8 menunjukkan bahwa deteksi pada kedua kaki 

oleh setiap model berhasil dicapai dengan baik. Berdasarkan rata-rata yang dihasilkan pada setiap 

kaki, kaki kiri cenderung memiliki hasil yang lebih konsisten daripada kaki kanan sebagai akibat 

hasil deteksi kaki kanan menapak (right heel strike/RHS) lebih tinggi dibandingkan hasil deteksi 

kaki kiri menapak (left heel strike/LHS). Kondisi sebaliknya terjadi pada deteksi kaki kiri 

mengayun (left toe off/LTO) yang menunjukkan hasil lebih tinggi dibandingkan deteksi kaki 

kanan mengayun (right toe off/RTO).   

 

Tabel 2 Perbandingan Hasil Deteksi HS dan TO pada gerak jalan lurus (Walking Straight/WS) 

Model RTO RHS LTO LHS Rata-rata 

ResNet18 0,87 0,93 0,87 0,85 0,88 

ResNet50 0,80 0,91 0,86 0,88 0,86 

CNN 0,82 0,83 0,83 0,82 0,82 

Rata-rata 0,83 0,89 0,85 0,85  

 

Hal menarik yang dapat ditemukan pada hasil kegiatan penelitian ini adalah hasil deteksi 

pada setiap model memiliki nilai rata-rata yang lebih rendah daripada hasil pengukuran performa. 

Walaupun korelasi antara dua hal ini perlu diteliti lebih lanjut, namun pola kedua hasil ini 
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menunjukkan kondisi yang berbeda. Hasil pengukuran performa menunjukkan hasil pada CNN 

lebih tinggi daripada ResNet50, namun pada hasil deteksi menunjukkan kondisi yang berbeda 

yaitu hasil pada CNN menunjukkan nilai yang lebih kecil daripada ResNet50 bahkan menjadi 

nilai hasil terkecil di antara model yang lain. ResNet18 masih menjadi model dengan perolehan 

nilai tertinggi di antara model yang lain. Pada kegiatan penelitian ini diketahui bahwa jumlah 

deep layer suatu model tidak menjamin hasil deteksi dan performa yang lebih baik. 

 

 

4. KESIMPULAN DAN SARAN 

 

Kegiatan penelitian ini menunjukkan TO dan HS dapat terdeteksi dengan baik  pada setiap 

kaki yang dibuktikan dengan nilai rata-rata hasil deteksi lebih dari 0,80. Keberhasilan deteksi TO 

dan HS ini juga dibuktikan melalui hasil pengukuran performa dan kesesuaian model dengan data 

yang diuji. Hasil pada kegiatan penelitian ini juga menunjukkan bahwa jumlah layer yang lebih 

banyak tidak selalu menjamin hasil yang lebih baik melalui nilai hasil deteksi dan pengukuran 

performa ResNet18 yang selalu di atas ResNet50.  

Kegiatan penelitian ini merupakan studi awal (preliminary study), variabel dan model 

yang masih terbatas perlu ditambah untuk mendapatkan hasil yang lebih akurat serta temuan-

temuan yang muncul dapat menjadi bahan strategi yang tepat untuk mencapai pengembangan 

deteksi individu melalui gait yang lebih akurat dan reliabel.  

Percobaan menggunakan medan yang tidak landai seperti jalan yang berbatu atau 

berlumpur perlu dilakukan supaya studi pada penelitian ini menjadi lebih reliabel. Hal ini penting 

karena sistem deteksi individu melalui gait juga perlu diterapkan ke tempat-tempat selain 

perkotaan. Untuk percobaan pada jalan yang tidak landai tersebut diperlukan teknik dan prosedur 

khusus jika menggunakan data berbasis motion capture karena derau juga mungkin muncul pada 

saat perekaman data. Hal lain yang mungkin dilakukan adalah deteksi TO dan HS berbasis 

computer vision, namun strategi yang berbeda seperti pengaturan pemasangan sensor kamera 

perlu dilakukan.  Uji coba terhadap jenis subyek yang berbeda seperti disabilitas atau subyek 

dengan perawatan pemulihan dari cidera kaki perlu menjadi studi lanjutan untuk penelitian ini. 

Recurrent neural network (RNN) perlu dilibatkan pada studi berikutnya karena data yang 

digunakan pada kegiatan ini merupakan data berbentuk deret nilai. 
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